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基于深度强化学习的多无人机协同进攻
作战智能规划

李俊圣，岳龙飞，左家亮，俞利新，赵家乐

（空军工程大学 空管领航学院，西安 710051）

摘 要：无人机依靠作战效费比高、灵活自主等优势逐步替代了有生力量作战，多无人机协同作战任务规划成

为热点研究问题。针对传统任务规划采用的智能优化算法存在的依赖静态、低维的简单场景，机上计算较慢等

不足，提出一种基于深度强化学习（DRL）的端到端的多无人机协同进攻智能规划方法；将压制敌防空（SEAD）
作战任务规划过程建模为马尔科夫决策过程，建立基于近端策略优化（PPO）算法的 SEAD智能规划模型，通过

两组实验验证智能规划模型的有效性和鲁棒性。结果表明：基于 DRL的智能规划方法可以实现快速、精细规

划，适应未知、连续高维的环境态势，SEAD智能规划模型具有战术协同规划能力。
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0 引 言

近年来，随着传感器、功能载荷、控制和通信

技术的进步，多无人机协同作战成为研究热点［1］。

同时，由于计算机计算能力的提升、大数据的出现

以及人工智能算法的发展，深度学习［2-3］、强化学

习［4］等基于学习的算法掀起了第二波人工智能浪

潮，人工智能在作战领域的发展也显得至关重要。

2018年美国国防部颁布《国防部人工智能战略摘

要》［5］，强调人工智能技术在军事领域的应用，并于

同年发布了无人集群系统并行作战场景。美国战

略和预算评估中心连续发布针对中俄两国的马赛

克式集群作战等颠覆性作战模式，打造全球范围

内的武器系统协同作战［6］。

任务规划本质上是一个决策优化问题，目的

是求解任务目标在约束条件下的最优解。目前对

多无人机任务规划问题的求解大多采用静态的智

能优化算法，如遗传算法、退火算法、粒子群算法、

蚁群算法等，除此之外还有基于智能体（agent）建

模的方法。张睿文等［7］采用基于 agent的分层行为

建模和组合模块化，实现了无人机集群动态自组

织航路侦查，这种方式具有较强的可解释性和稳

定性，但灵活性较差；谭威等［8］通过遗传算法、混合

整数线性规划算法完成了多无人机基于任务的最

优航迹规划；Zhang H等［9］研究了战术机动规划问

题，以战机受威胁最小和地面目标毁伤性能最大

为优化目标，考虑武器装备性能约束，采用基于分

解的多目标优化算法［10］解出最优飞行航线和武器

投放时机，但基于搜索的算法需要在线求解，实时

性较差；潘楠等［11］考虑无人机的物理性能因素，搭

载航迹最小适应度函数和威胁代价最小适应度函

数，采用基于模拟退火的混合粒子群算法求解出

多无人机最优任务分配策略，这种算法鲁棒性较

差，计算效率随问题规模的增大呈指数降低；辛建

霖等［12］通过改进标准蚁群算法，提高了无人机航

迹规划的速度和精度。智能优化算法近年来通过

改进初始化种群、更新策略优化个体迭代方式和

混合多种算法已经使其能够并行求解出低维空间

约束条件下的最优解或次优解，且具有较好的收

敛性。但智能优化算法的本质仍是随机搜索，需

要显式的目标函数，且每次只能在线求解，不能泛

化到动态变化的未知环境，尤其是在计算大规模

问题时计算量以指数形式增加且收敛性降低，因

此对于未来大规模作战快速规划和动态变化场

景，其应用具有一定局限性。

随着人工智能的飞速发展，从 AlphaGo［13］、Al⁃
phaZero［14］到 AlphaStar［15］等，深度强化学习（Deep
Reinforcement learning，简称 DRL）广泛应用。其

中，深度学习解决高维映射问题，强化学习解决序

贯决策问题，深度强化学习成功求解了一系列机

器人控制［16］、自动驾驶［17］、游戏博弈［18］、优化与调

度［19］、航空路径规划［20］等领域问题。基于学习的

算法是一种数据驱动的算法，指通过“喂”数据训

练，提高模型的预测或决策性能。基于学习的算

法采用神经网络来学习或拟合输入与输出之间复

杂的高维非线性关系，实现拟合误差最小，预测、

决策结果最优等目标，并将映射关系以网络参数

的形式保存，实现离线训练、在线规划，对新输入

数据也具有一定的鲁棒性和内插泛化性，非常适

合于求解快速动态任务规划问题。

因此，本文选择压制敌防空（Suppression of
Enemy Air Defense，简 称 SEAD）作 战 任 务 规

划［21-22］作为研究背景，提出一种基于 DRL的端到

端的多无人机智能任务规划方法。首先对 SEAD
问题进行描述并提出打击任务想定；然后介绍

DRL算法原理以及近端策略优化（Proximal Policy
Optimization，简称 PPO）算法，并建立基于 PPO的

智能任务规划模型；最后通过设置不同复杂度的

模拟仿真和对比试验，分析验证智能规划模型的

优越性与潜在价值。

1 SEAD问题描述与打击任务想定

1. 1 SEAD问题描述

压制敌防空作战是以软杀伤或硬摧毁的方式

打击敌方防空系统的进攻性制空战斗，主要目的

是致使敌方防空系统瘫痪，从而使我方夺得制空

权，保护我方攻击机顺利完成打击任务。传统战

术中，干扰机进行压制，通过电子干扰压缩敌雷达

探测距离，为攻击机创造出射程进入条件，随后攻

击机在敌雷达探测盲区前出进行攻击。本文提出

新的战术：作战中无人机诱饵价格低廉、作战效费

比高、机动性能好，能欺骗敌方火力，为攻击机争

取时间。因此选择释放攻击诱饵，通过挂载龙波
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透镜增大雷达散射截面积（Radar Cross Section，简
称 RCS）引诱敌方雷达开机，并进入敌攻击范围引

诱敌方对其开火，此时攻击机与攻击诱饵协同配

合，在敌方地导攻击的间歇发起攻击，达到摧毁的

目的，如图 1所示。由于敌方雷达探测距离比我方

攻击机攻击距离远，攻击机无法独自进攻，因此攻

击机与诱饵需要密切协同，在合适的位置进入，同

时攻击机在合适的位置进入、发射导弹，两者协同

完成任务［23］。

协同作战规划本质上是一个序贯决策问题，

在不同时空序列状态下，作战单元采取最优决策

序列，从初始态势转移到终止态势，完成任务目

标。因此，SEAD作战任务规划可以归结为一个端

到端的从状态（位置、态势）到决策（机动、攻击、诱

饵牵制）的序列优化问题，优化目标为求解一个最

优状态—决策序列，满足我方诱饵机和攻击机通

过战术协同，打掉敌方雷达且保证自身攻击机安

全，如图 2所示。

1. 2 SEAD打击任务想定

本文研究如何使攻击机与诱饵机有效协同合

作，并检验复杂作战情景下任务的完成情况，因此

具体想定（红方为己方，蓝方为敌方）有以下三个

方面。

（1）在蓝方防御区域设置多个地导阵地，射程

为 20 km，能够击毁进入其攻击范围的无人机，但

具有攻击间隔，需要一定时间准备才能继续瞄准

制导；（2）在地导阵地之间设置 1个高价值目标，

规定高价值目标处于红方攻击机射程之内一段时

间则认为被摧毁，为红方的主要突袭目标；（3）红

方 兵 力 为 多 架 攻 击 机 和 诱 饵 机 ，攻 击 机 射 程

20 km，初始部署在红色空域，主要任务是躲避地

导攻击的同时突袭敌方高价值目标。诱饵机初始

部署在绿色空域，主要任务为适时进入敌方地导

攻击范围吸引火力，掩护红方攻击机，保证红方攻

击机的安全。任务完成的条件为击毁蓝方高价值

目标且攻击机存活，示意图如图 3所示。

2 强化学习

2. 1 基本原理

强化学习又称试错学习，旨在智能体通过试

错机制不断与环境交互得到反馈，从而得到累积

奖励最大化的最优策略。强化学习包括智能体和

环境两部分。智能体感知初始状态从动作列表集

选择动作，环境接受该动作后给予智能体一个即

时奖励，同时智能体转移到下一个状态，继续选择

新的动作直至到达终止状态。智能体的目标是找

到最优状态—决策序列，因此强化学习是一个决

策优化算法，强化学习框架如图 4所示。

图 1 压制敌防空作战

Fig. 1 Suppression of enemy air defense mission

图 3 任务场景

Fig. 3 Mission scenario

图 2 SEAD智能规划模型

Fig. 2 Intelligent mission planning model of SEAD
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通常将强化学习建模为一个有限马尔科夫决

策过程，用 ( S，A，R，P，γ )五元组表示，其中：S为

可选的状态集，A为可选的动作集，R为奖励函数，

P为状态转移函数，γ为折扣因子，用来计算长期折

扣奖励和。假设 t时刻智能体的状态为 s∈ S，根据

策略 π：S→ A采取动作 a∈A，则环境反馈给智能

体一个即时奖励 r∈ R，同时智能体转移到新的状

态 s′∈ S。传统强化学习采用离散的状态—动作值

表（Q table）评估状态—动作的好坏，但对于连续

高维问题，遇到了“维度灾难”，因此研究者提出了

深度强化学习［24-26］。

2. 2 深度强化学习

深 度 强 化 学 习 引 入 神 经 网 络（Neural Net⁃
work，简称 NN）替换离散状态的状态—动作值表，

将高维连续的状态与动作采用神经网络近似，以

达到降低任务复杂度、提高学习速度的目的［27］。

深度强化学习采用神经网络近似策略和值函数，

解决了高维映射问题。智能体的目标是得到期望

回报 J ( πθ )= Ετ∼ πθ [ R ( τ ) ]最大的策略 πθ，θ为策略

参数，回报轨迹 τ=( s0，a0，s1，a1，⋯)上的折扣奖励

和 R ( τ )=∑
t= 0

∞

γt rt，最优策略为

π *θ = arg max
πθ

Eτ∼ πθ (∑
t= 0

∞

γt rt ) （1）

式中：rt为 t时刻奖励；γ为折扣因子。

深度强化学习算法分为三种学习框架：值函

数（Value Based）、策略梯度（Policy Gradient）和行

动者—评论家（Actor-Critic）。其中Actor-Critic类
强化学习算法综合了值函数和策略梯度，用值函数

误差指导策略更新，加快学习速度。策略 πθ通过期

望回报的梯度∇ θ J ( πθ )更新，期望回报梯度为

∇ θ J ( πθ )= Ετ∼ πθ
é

ë
ê
êê
ê ù

û
úúúú∑

t= 0

T

∇ θ log πθ ( a|s ) R ( τ ) （2）

式中：πθ ( a|s )为 Actor；R ( τ )为 Critic，R ( τ )也可采

取其他形式如状态—行为值函数 Qπ ( st，at )、优势

函 数 Aπ ( st，at )、TD 残 差 Gt= rt+ V π ( st+ 1 )-
V π ( st )等。

当 R ( τ )取 TD残差，并且值函数 V π ( st )由参

数为 ω 的神经网络进行逼近时，对式（2）求导，

R ( τ )按照式（3）、式（4）更新，πθ ( a|s )按照式（5）
更新。

Gt- v̂ ( st，ω )→ δ （3）
ω+ βδ∇w v̂ ( st，ω )→ ω （4）
θ+ αδ∇ θ log πθ ( at |st )→ θ （5）

2. 3 近端策略优化

PPO算法是一种简单稳定、性能强大且易于

实现的 Actor-Critic框架算法。OpenAI DOTA2
智能体 OpenAI Five［28］和腾讯的王者荣耀智能体

JueWu［29］都采用 PPO实现。PPO算法针对信赖域

策略优化（Trust Region Policy Optimization，简称

TRPO）［30］算法计算量巨大（为保证策略性能单调

非减，将目标函数进行一阶近似，约束条件进行二

阶泰勒展开，利用共轭梯度法求解策略参数）的问

题，通过一阶近似，优化替代损失函数，在每一次

迭代中计算新策略，并且保证新策略和旧策略相

近，朝着损失函数最小化（期望回报最大化）的方

向优化策略，算法在采样效率、最终性能、工程实

现和调试复杂度之间取得了平衡。

PPO算法中 Critic采用优势函数来评估动作

的好坏，式（2）转化为

∇ θ J ( πθ )= Ea∼ πθ [ ∇ θ log πθ ( a|s )Aπ ( s，a ) ] （6）
由于 PPO是一种同策略（on-policy）算法，为

了提高样本利用率，引入重要性采样，用旧策略 πθ′
进行采样，得到：

∇ θ J ( πθ )= Ea∼ πθ′

é

ë
ê
êê
ê ù

û
úúúú

πθ
πθ′
Aπθ′ ( s，a ) ∇ θ log πθ （7）

又由于 πθ∇ θ log πθ=∇πθ，式（7）转换为

∇ θ J ( πθ )= Ea∼ πθ′

é

ë
ê
êê
ê ù

û
úúúú

∇πθ
πθ′

Aπθ′ ( s，a ) （8）

该梯度对应的优化目标函数：

J ( πθ )= Ea∼ πθ′

é

ë
ê
êê
ê ù

û
úúúú

πθ
πθ′
Aπθ′ ( s，a ) （9）

在实际应用中，基于采样估计期望，简化得到

PPO的优化目标替代损失函数，如式（10）所示，通

过裁剪操作（clip）来限制策略更新幅度，保证训练

图 4 强化学习框架

Fig. 4 Reinforcement learning framework
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稳定性。

J clip ( θ )=

∑
( s，a )
min { }r ( θ ) Â，clip [ ]r ( θ )，1- ε，1+ ε Â

（10）

式中：r ( θ )= πθ ( a|s )
πθ′ ( a|s )

为新旧策略之比；ε为裁剪幅

度超参数。

优势函数采用泛化优势估计（Generalized Ad⁃
vantage Estimation，简称 GAE）［31］以平衡值函数估

计的方差与偏差，如式（11）所示。

ÂGAE( γ，λ )
t =∑

l= 1

∞

( γλ )l [ ]rt+ γV ( ss+ t+ l )- V ( st+ l )

（11）

3 基于 PPO的 SEAD智能规划建模

3. 1 飞机运动学方程

本文主要研究深度强化学习算法在多无人机

智能规划上的可行性和潜在价值，同时考虑到无

人机在执行任务时为了精准完成任务不能采取大

机动，因此建立简单二维环境，攻击机和诱饵机用

简化的三自由度模型，运动学方程为

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

ẋ f = v f cos φ f
ẏ f = v f sin φ f
ẋ j = v j cos φ j
ẏ j = v j sin φ j

（12）

式中：ẋ f，ẏ f，v f，φ f分别为攻击机的位置变化量，速

度和航向；ẋ j，ẏ j，v j，φ j 分别为诱饵机的位置变化

量，速度和航向，航向取值范围为 (-π，π )中的任意

连续值，速度取值范围为 ( 0，1 ]中的连续值。

3. 2 马尔科夫决策过程建模

3. 2. 1 状态空间

攻击机和诱饵机状态定义为二维空间中的坐

标位置，取连续值，分别用 ( x f，y f )、( x j，y j )表示。

3. 2. 2 动作空间

攻击机和诱饵机的动作由各自的航向角、速

度约束，通过航向的控制连续改变飞机在二维空

间的位置，通过改变速度控制飞机协同到达任务

位置。攻击机发射导弹，诱饵机吸引敌方火力，通

过设置距离条件默认自动完成，实际任务中需要

进行发射时机、位置、参数的详细计算。

3. 2. 3 奖励函数

奖励函数设计遵循奥卡姆剃刀原理——简单

有效原则，即如果诱饵机能进入地空导弹射程内，

且攻击机能打掉敌雷达而不进入其导弹射程内，

则得到+1奖励；如果攻击机进入地空导航射程或

飞出环境边界，则得到-1的奖励；对于其他中间

状态，借助专家经验知识采取奖励塑形，给予一个

大小为相对距离的连续奖励，引导智能体学习，奖

励函数公式如式（13）所示。
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r= 1 ( d fs ≤ d f，d ds ≤ d s )

r=-1
( d ds > d s 或
x f，d，y f，d ≤ 0或
x f，d，y f，d ≥ xmax )

r= x f + y f - xd - yd + 0.8 (其他 )
（13）

式中：d fs和 d ds分别为攻击机与地导的距离、诱饵与

地导的距离；d s为地导的攻击范围；d f为攻击机的

攻击范围；xd和 yd分别为诱饵的横坐标和纵坐标。

3. 3 智能规划模型构建

综上，建立端到端的 SEAD作战智能规划模

型，输入为攻击机、诱饵机的位置状态，对其根据

式（14）进行零均值（Z-Score）标准化，然后输入到

两层全连接神经网络进行训练，最后输出攻击机

和诱饵机的航向角决策量和速度决策量，优化目

标为最大化累积奖励，解为最优或次优的参数化

策略，智能规划模型如图 5所示。

x ∗ = x- μ
σ

（14）

图 5 本文策略网络模型

Fig. 5 Policy network model in this work
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因此，本文采用先训练、后规划的思路。首先

在环境中离线训练智能体，训练网络与环境交互

采样，将经验存储下来，根据 PPO损失函数进行梯

度下降训练和优化。待训练稳定后，得到训练好

的网络即推理网络，进行在线规划测试，检验智能

体的规划能力，研究框架如图 6所示。

基于 PPO的智能规划算法流程如下：

初始化攻击机和诱饵的位置

初始化 actor和 critic网络参数、经验库

for iteration=1，2，…，N do
运行策略 πθ′，采样得到动作 a

环境收到 a，根据式（12）返回状态 s ′，根据式（13）返回奖励 r

存储轨迹 ( s，a，r，s′，d，v，log p ( a ) )到经验库

根据存储轨迹计算回报 R ( τ )和优势 ÂGAE( γ，λ )
t

for k=1，2，…，K do
从轨迹中采样，根据式（10）计算策略损失函数 J ( θ )
采用优化器优化策略损失函数 J ( θ )
更新策略参数 θ ′← θ

end for
end for

首先环境初始化攻击机和诱饵的位置，初始

化神经网络参数和经验库；然后智能体开始与环

境交互，存储经验，从经验中采样小批量轨迹，优

化网络损失，更新网络参数，循环至最大回合，得

到优化后的策略网络，即智能规划模型。

本文提出一种通用智能规划框架，包括环境、

规划器（智能体）和控制器三部分，规划器首先输

入初始态势，与环境进行大量交互即离线训练，得

到训练好的规划器。训练好的规划器可以直接部

署，输入新的初始态势进行在线推理，将推理出来

的决策序列即规划结果输入控制器执行，从而实

现无人系统智能自主规划。智能规划的完整流程

如图 7所示。

4 仿真实验与分析

4. 1 实验设置

SEAD环境设置为 100 km×100 km的正方形

区域，攻击机坐标为（30，30），攻击范围是 20 km；

诱饵机坐标为（90，90）；地导坐标为（65，55）、（55，
65），攻击范围为 20 km；高价值目标坐标为（60，
60），如图 8所示。实验中对上述距离缩小 100倍
进行归一化，易于神经网络训练，防止梯度消失。

仿真环境用 python3. 6和 PyCharm，深度学习库用

pytorch实现，与其他经典深度强化学习算法进行

对比，并进行鲁棒性测试和消融实验，验证算法的

有效性。

本文超参数设置如表 1所示，神经网络采用正

交初始化，优化器选择Adam［31］。

图 8 初始态势

Fig. 8 Initial situation

图 7 智能规划框架

Fig. 7 The architecture of intelligent planning

图 6 本文研究框架

Fig. 6 The research framework of this paper
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4. 1. 1 数据标准化

（1）优势函数标准化

将优势函数值进行标准化处理，提高训练稳

定性，增强策略训练技巧，公式为

A′=
A- μA
σA

（15）

式中：A为优势函数值；μA为优势函数值的均值；σA

为优势函数值的标准差。

（2）值函数损失标准化

同理，值函数损失也进行标准化处理，公式为

V ′loss =∑
i

N (Vi- μR i )2
6σRi

（16）

式中：V为状态值；μR i为回报值的均值；σRi
为回报

值的标准差。

4. 1. 2 自适应调整参数大小

（1）自适应学习率

训练前期采取较大的学习率加速收敛，训练

后期采取较小的学习率便于找到最优值，公式如

式（17）所示。

lr= RL× ( )1- iEP
iEP - iEPˉ max

（17）

式中：RL为初始学习率；iEP为当前训练回合。

（2）自适应 clip值
clip自适应变化原理和学习率自适应变化一

致，训练前期采取较大的 clip值，允许接受差异较

大的新策略，加快策略学习；训练后期采用较小的

clip值，只接受差异小的新策略，保证策略稳定更

新，如式（18）所示。

A clip = ACLIP × ( )1- i
Cmax_Episode

（18）

式中：ACLIP 为初始裁剪幅度；i为当前训练回合；

Cmax_Episode为最大回合数。

4. 2 策略训练技巧

4. 2. 1 域随机化

为提高智能体策略的鲁棒性，适应多样化输

入，对训练阶段的状态输入增加扰动［32］，如式（19）
所示，即在每个随机种子上运行参数扰动的不同

环境训练智能体，使得智能体能够抽象出更高层

的策略特征，避免过拟合到一种环境和策略，最终

学到的策略更加鲁棒，更好泛化到未知环境。

{x′= x+ δ
y′= y+ δ （19）

式中：x′，y′为扰动后的坐标；x，y为扰动前的坐标；

δ为扰动量。

4. 2. 2 最大化策略熵

熵用于衡量随机变量的随机性，实际计算时

考虑其服从的随机分布，熵越大越随机。因此在

最大化累计收益的同时，最大化策略的熵值，让策

略尽可能随机，智能体可以充分探索状态空间，避

免策略陷入局部最优，并且可以探索到多个可行

方案来完成任务，增强了策略的探索能力、鲁棒性

和抗干扰能力，策略熵计算公式如式（20）所示。

H [ ]π ( ·|st ) =-∑π ( ·|st ) log π ( ·|st ) （20）
4. 2. 3 网络参数共享

Actor和 Critic采用网络参数共享，损失函数

为策略损失、值函数损失和策略熵之和，对损失函

数梯度进行回传。通过参数共享共用底层网络特

征，共享了一部分底层特征，降低训练难度，损失

函数如式（21）所示。

L ( θ，ϕ )= L ( θ )+ λ criticL ( ϕ )+ λ entropyH ( π ) （21）
式中：L ( θ )为策略损失；L ( ϕ )为值损失；λ critic为值

损失系数；λ entropy为熵系数。

4. 3 实验一：静态场景有效性测试

实验场景设置为 SEAD，其中攻击机 2架，攻

击距离 20 km，诱饵机 2架，SAM两套，攻击距离为

20 km。诱饵机作为成本低廉、机动性强的无人

表 1 超参数设置

Table 1 Hyperparameter setting

参数

最大回合数

学习率

新旧策略裁剪幅度

奖励折扣系数

泛化优势估计参数

每回合最大步长

策略损失系数

值损失系数

熵系数

小批量采样数量

随机种子个数

数值

150

0. 000 3

0. 2

0. 995

0. 95

1 000

1

0. 5

0. 01

64

3
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机，吸引敌方火力；攻击机利用敌攻击诱饵的间隙

打掉地导和目标，完成任务。进行 150回合仿真来

训练策略网络模型，并利用训练好的模型进行在

线规划，检验在线智能规划能力。

4. 3. 1 离线训练

在三个不同的随机种子上训练 PPO的策略网

络和值函数网络，记录训练过程中的每回合时间

步长和累计奖励，并与基于 A2C和 TRPO的智能

规划模型［30］进行对比，得到平均奖励学习曲线，如

图 9所示。

从图 9可以看出：A2C和 TRPO模型的方差

大、训练稳定性低、收敛效果差，而 PPO模型获得

平均奖励更高，且曲线上升平滑稳定，收敛性能

优异。

4. 3. 2 在线规划

在环境中对训练好的 PPO模型进行测试，输

入初始状态，检验模型的规划能力，结果如图 10~
图 11所示。

从图 10可以看出：诱饵径直飞向地导，吸引敌

方雷达跟踪和导弹发射，攻击机伺机绕飞等待。

从图 11可以看出：攻击机利用地导跟踪锁定

诱饵并发射导弹攻击的时间差，快速发起攻击，成

功打掉地导和敌方保护目标，诱饵牺牲，任务完

成，表明本文所提 PPO智能规划模型具有一定战

术协同规划能力。

4. 4 实验二：动态场景鲁棒性测试

为测试本文智能规划模型的鲁棒性，对训练

环境增加一定的随机性，如图 12所示。

攻击机、诱饵机和地导起始位置可以在周围

一定区域中随机变化，检验训练好的模型在未知

图 9 奖励曲线性能对比

Fig. 9 Comparison of episode rewards

图 10 攻击过程Ⅰ（诱饵先进入）

Fig. 10 Attack processⅠ（decoy entry early）

图 11 攻击过程Ⅰ（攻击机趁机攻击）

Fig. 11 Attack progressⅠ
（attacker takes opportunity to attack）

图 12 不同初始位置的 SEAD环境

Fig. 12 Environment of SEAD in different
initial area in this work
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环境中的泛化能力和鲁棒性，结果如图 13~图 14
所示。

图 13中，将攻击机初始位置（30，30），诱饵初

始位置（90，90），地导位置（65，62）、（55，60），高价

值目标位置（60，60）输入到训练好的模型中，发现

攻击机依然会智能地等待诱饵先进入地导范围，

然后趁机迅速攻击，成功打掉地导和目标（如图 14
所示）。智能规划模型对未知的输入具有一定鲁

棒性和泛化能力，可以适应未知的、不确定的环

境，具有较强的实际应用价值。

4. 5 消融实验

为了对比本文智能规划模型训练中的不同训

练技巧对算法性能的影响，即对比使用全部技巧

的模型和优势函数标准化、值函数标准化、自适应

clip的技巧对模型性能的影响，进行消融实验，结

果如图 15所示。

从图 15可以看出：使用全部训练技巧的模型

平均奖励值更高，最终性能更好，自适应 clip会大

幅提高模型前期收敛速度，优势函数标准化可以

提高模型的最终性能，值函数标准化对模型性能

影响相对较小。

5 结 论

（1）针对多无人机协同 SEAD作战任务，本文

提出了一种基于深度强化学习的端到端的协同作

战智能规划方法，建立了基于 PPO算法的 SEAD
作战智能规划模型，通过离线训练—在线规划框

架，实现快速任务规划。

（2）仿真验证了所提模型的有效性和鲁棒性，

得出本文提出的基于 DRL的多无人机协同智能规

划方法具有快速、精细、协同的优点。

（3）引入了域随机化、最大化策略熵和底层网

络参数共享三种策略训练技巧，消融实验发现自

适应 clip可以提高模型的收敛速度，优势函数标准

化能够大幅提高模型的最终性能。

接下来的工作是将这种端到端的方法推广至

大规模复杂作战场景，建立高保真的飞机模型和

导弹模型，针对更复杂的多智能体规划问题展开

深入研究。
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