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摘 要： 当外载荷频率达到或接近结构固有频率时，传统载荷识别方法（比如截断奇异值分解法）的识别精度

会降低。为此，通过卷积网络的特征提取和长短期记忆网络的长时记忆功能建立 LSTM-CNN 载荷识别模型，

提出一种基于 LSTM-CNN 模型的载荷识别方法，对 GARTEUR 飞机模型开展载荷时域波形识别研究。通过

采集结构的响应数据和激励数据进行模型训练和载荷识别，并与截断奇异值分解（TSVD）方法、长短期记忆网

络（LSTM）方法和深度卷积神经网络（DCNN）方法的识别结果进行对比分析。结果表明：基于 LSTM-CNN 模

型的载荷识别方法可以有效应用于结构固有频率激励下正弦载荷识别问题，具有较高的识别精度和抗噪能力。
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Abstract： Addressing the challenge of low identification accuracy in traditional load identification methods based on 
the truncated singular value decomposition （TSVD） method， especially when the external load frequency approach⁃
es or reaches the natural frequency of the structure， the LSTM-CNN load identification model is proposed in this 
paper. This model combines the feature extraction capabilities of the convolutional neural network （CNN） with the 
long-term memory function of the long short-term memory network （LSTM）. The load identification method 
based on the LSTM-CNN model is then applied to research load time domain waveform identification on the GAR ⁃
TEUR aircraft model. For model training and load identification， the response data and excitation data from the 
structure are corrected. The identification results are compared with the TSVD method， LSTM method， and 
DCNN method. Results show that the load identification method based on the LSTM-CNN model proves effective 
for sinusoidal load identification problems， especially under the natural frequency excitation of the structure. The 
method exhibits high identification accuracy and robust noise resistance capabilities.
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0　引  言

在实际工程问题中，动载荷引起的振动响应

会对结构的安全性产生影响。当动载荷的频率接

近或达到结构固有频率时，会发生共振现象，对结

构造成更大的危害。因此，为了减少振动可能会

给结构带来的不良影响，必须在设计阶段了解其

所受的动载荷状态。因此，准确识别结构所受振

动载荷已成为结构动力学领域的一个热门问题［1］，

具有重要意义。

传统的载荷识别方法包括直接求逆法、截断

奇异值分解（TSVD）方法和 Tikhonov 方法［2］等。

传统载荷识别方法的求解思路是根据已知结构模

型的传递函数和响应来反演出载荷。然而，这些

方法往往会面临计算过程复杂和矩阵条件数过大

导致求逆时出现的矩阵病态问题［3］。随着计算机

技术的发展，神经网络算法作为一种可以通过大

量数据实现自适应学习的算法逐渐被广泛应用于

各个领域［4］。神经网络通过建立结构输入和输出

数据之间的映射关系、进行大量数据的网络训练

以及根据外部信息对网络参数的调整，实现对数

据的预测和处理［5］。

Cao X 等［6］以悬臂梁模型作为载荷识别对象，

构建基于人工神经网络的载荷识别模型，并将该

方法推广到机翼的载荷识别问题上；陈奇等［7］构建

了基于 BP（Back Propagation）神经网络模型的载

荷识别方法，并利用飞行参数来识别机翼上的载

荷，同时对识别方法的识别精度和泛化能力进行

了探讨；窦春红等［8］将神经网络算法用于海洋平台

的振动载荷识别，并与时域正演方法进行对比，通

过仿真和实验证明基于神经网络的载荷识别方法

相对于传统载荷识别方法具有更高的精度；黄秉

钧等［9］基于卷积神经网络模型，建立立柱—甲板模

型的砰击载荷识别方法，根据结构测点应变响应

数据对砰击载荷进行识别，同时考虑数据噪声的

影响，结果表明，相比传统的反向传播神经网络模

型，卷积神经网络（CNN）模型的识别精度更高并

具有良好的抗噪性；杨特等［10］针对线性时不变结

构的平稳随机载荷识别问题，从结构的动力学响

应求解原理出发，利用小波变换的特征提取能力

和长短期记忆神经网络（LSTM）对时序问题的建

模与映射能力，提出了一种基于样本特征提取的

动载荷识别方法，降低了神经网络模型拟合的复

杂程度，保证了神经网络的泛化能力；Shao B L
等［11］在 LSTM 的基础上加入了卷积神经网络，构

成多通道的 LSTM-CNN 方法用于化学过程的故

障诊断，即将 LSTM 提取的时间特征输入到 CNN
中来进行空间特征的提取，同时在卷积层引入使

用不同尺寸的卷积核进行卷积的 inception 模块来

构建多通道卷积，最后将不同的特征进行聚合，从

而完成故障诊断，并通过实验证明该方法优于

LSTM、CNN 模型；Wan A P 等［12］利用结合注意力

机制的 CNN-LSTM 模型对短期电力负荷进行预

测，解决了由于输入时间序列数据过长而导致的

信息丢失问题，提高了短期电力负荷预测的准

确性。

神经网络方法通过自适应学习建立动载荷与

响应之间的关系来替代数学机理建模。针对结构

固有频率激励下传统载荷识别方法精度低的问

题，本文结合 LSTM-CNN 神经网络开展对结构固

有频率激励下正弦载荷识别方法研究，并进行相

应的试验验证。

1　时域动载荷—动响应关系

本文模型训练和识别所用到的激励数据和响

应数据均为时域上的样本数据，其满足线性叠加

原理，响应测点 x上的加速度响应与所受到的动载

荷 f ( t )之间存在卷积关系［13］：

ẍ i( t ) = ∑
j= 1

P ∫
0

t

h ij( )t- τ fj( τ ) dτ （1）

将式（1）离散化之后可得：

ẍ i( )t = ∑
j= 1

P

[ ]hij( )0 fj( )t + hij( )Δt fj( )t- Δt + ⋯ + hij( )nΔt fj( )t- nΔt （2）

式中：hij( n∆t ) 为 t= n∆t时刻结构第 i个响应点与

第 j个激励点之间的跨点脉冲响应函数；n为第 n个
时刻［14］。

可以看出，任意时刻的结构动响应，不仅仅由

该对应时刻的动载荷决定的，还会受到该时刻之

前所有动载荷的影响。因此，结构响应与动载荷

的关系可以表示为

ẍ i( )t = ∑
j= 1

P

F [ ]fj( )t ，fj( )t- Δt ，fj( )t- 2Δt ，⋯，fj( )t- nΔt （3）
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从式（3）可以看出：某时刻 t的振动响应是受

到 f ( t ) 及其之前多个时刻的振动载荷共同影响

的，因此对于某一时刻的待识别载荷同样也包含

着多个时刻的振动响应信息。所以结构的动载荷

识别问题可以如式（4）表示，通过结构振动响应数

据与载荷数据训练神经网络，由此建立载荷识别

模型。

fj( t ) = ∑
i= 1

N

Gi[ ]ẍ i( )t ，ẍ i( )t+ Δt ，⋯，ẍ i( )t+ nΔt

（4）

2　基于 LSTM-CNN的识别模型

传统卷积神经网络能提取数据特定时刻的状

态信息，但是会丢失长时信息的特征，而长短期记

忆网络（LSTM）根据模型的结构可知，由于其本身

所具有的门机制和权重共享的特性，使得 LSTM
可以进行长时记忆，解决高维度时序序列问题，这

可以很好地用来分析线性与非线性系统数据的时

间特性，建立载荷数据、响应数据与各参数之间的

相关性，从而学习系统的长时状态特征。根据

CNN 结构的特点可知，其主要是通过选择合适尺

寸的卷积核提取数据的局部特征。因此，根据卷

积 神 经 网 络 和 长 短 期 记 忆 网 络 的 特 点 建 立 将

LSTM 和 CNN 进行模型融合的 LSTM-CNN 载荷

识别模型。

2. 1　LSTM-CNN网络构建

LSTM-CNN 载荷识别模型主要由三部分组

成［15］：输入层、LSTM 层、CNN 层，如图 1 所示。

1） 输入层

通过上述分析可知，该模型输入层的主要作

用是对输入的时序数据进行分割处理，把一段长

时 的 时 序 数 据 划 分 为 多 个 短 时 数 据 段 传 输 给

LSTM 层提取系统的短时特征。在输入层会将输

入 数 据 X 分 割 成 若 干 个 长 度 为 t 的 数 据 段

［X( )n- 1 t+ 1，m，…，X( )n- 1 t+ t，m］，如式（5）所示。

X=
é

ë

ê

ê
êêê
ê

ê

ê ù

û

ú

ú
úú
ú

úx ( n- 1 ) t+ 1，1 … x ( n- 1 ) t+ 1，m

⋮ ⋮ ⋮
x ( n- 1 ) t+ t，1 … x ( n- 1 ) t+ t，m

     ( X ∈ Rt× m )

      （5）
2） LSTM 层

LSTM 层的主要功能是对输入数据进行多参

数相关性和时序性分析，从而得到各个短时数据

段的短时状态特征。LSTM 网络结构如图 2 所示，

通过使用 LSTM 的细胞单元对每一段输入数据进

行时序分析，每一段短时输入数据会按时间顺序

依次输入到 LSTM 单元中，即 LSTM 细胞单元中

每一段短时时序数据都会有单独的状态信息 Ct进

行长期的信息状态保存并传输到下一层，同时引

入遗忘门 ft、输入门 it和输出门 ot三个门限单元来

控制状态信息的传递和更新，从而实现长时记忆。

最终结果由隐含层 Ht输出，并将最后一个时刻的

输出H 1，…，Ht作为各个短时数据的短时状态特征

输出向量。

3） CNN 层

CNN 层为该模型的核心部分，其结构主要包

括卷积层、池化层、全连接层和输出层，如图 3 所

示，卷积结构的作用是分析从 LSTM 层中计算得

到的系统各个短时状态之间的变化。其中，CNN
层的输入为 LSTM 层按顺序输出得到的矩阵，如

式（6）所示。

H= [H 1，⋯，Ht ] T     ( H ∈ Rn× n1 ) （6）
图 1 LSTM-CNN 结构图

Fig. 1　LSTM-CNN structure drawing

图 2 LSTM 层结构图

Fig. 2　LSTM structure drawing

50



第  5 期 何文博等：基于 LSTM-CNN 的结构固有频率激励下正弦载荷识别方法研究

卷积层是 CNN 的核心，通过特定尺寸的卷积

核对输入数据进行卷积运算，并通过稀疏连接建

立输入和输出单元的关系，其特有的权值共享特

性可以使所有的输出单元共用一组参数与输入单

元进行连接，极大地减少了模型所需训练参数，节

省训练时间。再经过池化层对数据进行特征提

取，在保留关键信息的基础上降低冗余信息，减少

网络所需参数。

全连接层与输出层类似，对卷积和池化操作

后的数据进行进一步的降维操作和特征提取，在

此过程中选取合适的激活函数作为分类器，该模

型使用 Softmax 函数作为分类器，Softmax 函数的

定义为

Softmax ( xi )= exi

∑
j= 1

n+ 1

xj
       ( i= 1，⋯，n ) （7）

式中：n为输出层节点个数；xi为未经过 Softmax 函

数的第 i个节点的隐含层输出。

将特征向量通过输出层分类器后得到最后的

预测输出：

ŷ ( X )= Softmax (W y ŷx + by ) （8）
式中：ŷ ( X )为模型的预测结果；ŷx为全连接层输出

值；W y和 by分别为权值矩阵和偏置。

2. 2　识别精度判别方法

为进一步定量分析本文提出的载荷识别方法

的有效性和准确性，引入 Person 相关系数（R）和整

体相对误差（eRE）［16］判别振动载荷的识别效果：

R=
Cov ( )F͂，F

Var ( )F͂ Var ( )F
（9）

eRE =
 F- F͂

2

 F
2

× 100% （10）

  相 关 系 数 R 用 来 衡 量 识 别 载 荷 序 列 F͂=
[ f ̂1，f ̂2，…，f ̂n ]与真实载荷序列 F=[ f1，f2，…，fn ]之
间的关系，R的值越接近 1，表示两组数据之间的相

关性越强；整体相对误差 eRE 用来衡量真实载荷与

识别载荷之间的误差大小，eRE 数值越小表示测量

的可信程度越高。

2. 3　结构参数设定

1） 激活函数

神经网络模型在训练过程中会出现梯度消失

和梯度爆炸问题，梯度消失会使网络模型学习停

滞不前，梯度爆炸会使网络模型无法从训练数据

中学习特征，且无法更新权重值，因此选择合适的

激活函数对网络训练十分重要。

Sigmoid 激活函数会将输入数据映射到［0，1］
区间内，当处于未激活时状态为 0，完全饱和时状

态为 1。 Sigmoid 函数的数学表达式如式（11）~
（12）所示，在神经网络计算过程中沿梯度下降的

反向传播算法需要对激活函数求导，Sigmoid 函数

可以用自身表示求导结果，有利于较少计算量的

模型。但 Sigmoid 函数容易陷入饱和，当梯度趋近

于 0 时，反向传播的梯度也趋近于 0，这会影响网络

模型权重的更新；且如果输入值都为正，那么求得

的局部梯度值也为正，当模型进行反向梯度传播

时，只会向同方向更新，产生捆绑效果，使模型收

敛速度变慢，影响训练。

f ( x ) = 1
1 + e-x

（11）

f ' ( x ) = e-x

( )1 + e-x 2 = f ( x ) [ ]1 - f ( )x    （12）

Tanh 激活函数会将输入数据映射到［-1，1］
区间内，如式（13）~式（14）所示，解决了 Sigmoid
函数输出不以 0 为中心的问题，但是当输入值较大

或较小时，输出平滑且梯度较小，不利于权重的更

新；且随着网络层数增多，反向梯度传播过程中经

过多次链式求导，使函数进入饱和区，逐层传递出

现梯度消失。

f ( x ) = ex - e-x

ex + e-x
（13）

Tanh ( x ) = 2sigmoid( 2x ) - 1 （14）
ReLU 激活函数在计算梯度下降模型时的收

敛速度比 Sigmoid 和 Tanh 快得多，其数学表达式

如式（15）所示，使用 Sigmoid 函数或 Tanh 函数的

模型需要进行大量指数计算，而 ReLU 函数只需要

通过设定合适阈值就可以得到激活值，极大地减

少了计算量；且 ReLU 函数在输入值为正时是线性

图 3 CNN 层结构图

Fig. 3　CNN structure drawing
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的，可以完整传递梯度，能够有效避免链式求导和

梯度相乘引起的梯度消失和梯度爆炸，计算成本

低，收敛速度快。

f ( x ) = max  ( 0，x ) （15）
故本文基于 LSTM-CNN 的载荷识别模型选

取 ReLU 函数作为激活函数。

2） 特征模块

基于 LSTM-CNN 模型的载荷识别方法核心

为 CNN 层的特征提取部分，其中卷积层与输入数

据进行卷积运算从而提取特征，通过设置不同维

度的 filter 来提取数据不同的局部特征，形成空间

特征表示。LSTM-CNN 模型采用尺寸 1×1 的卷

积核对一维时序序列进行卷积运算，设置包含两

种不同维度 filter 的四层一维卷积对数据进行多次

卷积工作，对试验数据深层次多角度特征提取以

提高识别准确率。

对于大量的样本数据，在卷积层后增加池化层

对其进行二次特征提取处理，改变卷积层和池化层

参数并重复此过程，从而减少数据长度和计算量，

提高网络计算效率，并对数据进行标准化处理，最

终得到模型预测输出。参数设置如表 1 所示。

3） 数据集

对于神经网络来说，关键在于其对样本的学

习能力，通过对训练样本的学习，尽可能地把握所

有潜在样本的普遍规律。然而，若模型对训练样

本的学习过于深入，可能导致将训练样本的特征

误认为所有潜在样本的通用特征，即发生过拟合

的问题；如果学习不充分，则会影响识别效果。因

此通常将已有的数据集划分为训练集和测试集两

部分，其中训练集用来训练模型，测试集用来评估

模型对于新样本的判别能力。在网络模型中，将

测试集的响应数据作为输入，通过该网络模型识

别载荷，即网络输出。

研究不同比例的训练集对 LSTM-CNN 方法

识别结果的影响，如表 2 所示，可以看出：当划分前

70% 的数据作为训练集时，整体相对误差相较于

其他方案最小，在保证较高识别精度的前提下节

约训练成本。

3　L曲线准则

TSVD 方法实现良好识别效果的前提是正则

化参数的准确选取，正则化解如式（16）所示，截断

系数 k作为正则化参数，如果取值过大会使过多的

奇异值被截断导致准确性降低；如果取值过小则

无法有效抑制噪声信号导致的扰动。

f ͂ = H +
k ( y+ ynoise )= ∑

i= 1

k uT
i y
σ i

v i + ∑
i= 1

k uT
i ynoise

σ i
v i

  （16）
L曲线准则是工程中被广泛证明有效的正则

化参数选取方法［17］，其基本思想是在解范数 f ͂
2

和误差范数 y- Hf ͂
2
之间取平衡，使正则化解能

够同时兼顾准确性和稳定性。以解范数和误差范

数为坐标轴，以正则化参数为自变量绘制对数曲

线，如图 4 所示。隅角位置则为所对应的最优正则

化参数 k*的取值，满足条件：

表 2　不同比例训练集识别结果

Table 2　Identification results of different 
proportional training

训练
集/%

50

60

70

80

90

激振频率/
Hz

 6. 4

35. 8

48. 5

 6. 4

35. 8

48. 5

 6. 4

35. 8

48. 5

 6. 4

35. 8

48. 5

 6. 4

35. 8

48. 5

整体相对
误差/%

8. 89

4. 56

2. 59

5. 66

4. 73

1. 59

0. 52

1. 22

1. 03

3. 55

2. 95

2. 59

3. 23

2. 11

2. 49

相关系数

0. 988 6

0. 998 4

0. 999 6

0. 998 7

0. 998 9

0. 999 8

0. 999 9

0. 999 8

0. 999 9

0. 998 2

0. 999 2

0. 999 7

0. 999 3

0. 999 7

0. 999 7

训练时
长/s

 220

 550

 606

 466

 575

 724

 486

 615

 763

 762

 660

 761

1 114

 673

 881

表 1　特征模块参数设置

Table 1　Parameter settings for feature module

参数

2 组 Conv1D

Pool

2 组 Conv1D

Pool

FC

设置

2 组 filters=32、kernel_size=1

MaxPooling1D

2 组 filters=64、kernel_size=1

GlobalMaxPool1D

n=64
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L ( k * )= min
k> 0

  L ( k ) （17）

4　试验研究

4. 1　数据获取

GARTEUR 飞机模型由 6 根矩形截面铝制梁

组成，如图 5 所示。

（a） 正视图

（b） 侧视图

（c） 俯视图

图 5 GARTEUR 飞机模型设计图

Fig. 5　GARTEUR model design drawing

整个机身长为 1. 5 m，翼展为  2. 0 m，材料选用

2024-T3 铝合金，各部件采用螺接的方式进行连

接，机身和机翼采用转接板连接［18］，该模型具有真

实飞机的高柔度、低模态频率且密集的特点。

将加速度传感器放置在飞机前部，模拟驾驶

舱的位置，以采集结构的振动响应数据，如图 6 所

示。同时，在机翼根部施加激励器激励，以模拟飞

行中可能受到的飞行载荷。在激振力的作用下，

测试系统通过传感器采集时域响应信号，为了进

行数据分析和建模，再将传感器采集到的载荷数

据和响应数据划分为训练集和测试集用于网络训

练和识别。

固有频率是结构的固有特性，通常通过模态

测试获得，通过快速傅里叶变换将时域信号转换

为频域信号，即可得到系统的频率响应函数，如图

7 所示。

最终使用测得的频率响应函数来估计模态参

数，采用峰值拾取法选择多个可能的固有频率点，

并通过模态置信准则（MAC）［19］评估每一阶模态的

相关性和准确性。尽管连续体在理论上具有无限

多个阶次的固有频率，但通常只对低阶固有频率

或特定阶次的固有频率感兴趣，这是因为固有频

率越低，越容易被外力激发［20］。根据频响函数幅

图 4 L曲线示意图

Fig. 4　Drawing of L-curve

图 6 激励、响应位置示意图

Fig. 6　Excitation and response positions drawing

图 7 频响函数幅值曲线

Fig. 7　Frequency response function amplitude curve
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值曲线选取频率为 6. 4、35. 8、48. 5 Hz 三阶固有频

率作为正弦载荷的激励频率。

4. 2　载荷识别分析

为了进行对比分析，分别选取以截断奇异值

分解（TSVD）为例需要求解系统传递函数的传统

载荷识别方法、基于 DCNN（深度卷积神经网络）

的载荷识别方法［21］、基于 LSTM（长短期记忆神经

网络）的载荷识别方法和基于 LSTM-CNN 的载荷

识别方法，对 GARTEUR 飞机模型进行正弦载荷

识别对比分析，在激励位置分别施加 6. 4、35. 8、
48. 5 Hz 的正弦载荷激励，识别结果如图 8 所示，载

荷识别误差如表 3 所示。

（a） 6. 4 Hz载荷识别结果

（b） 35. 8 Hz载荷识别结果

（c） 48. 5 Hz载荷识别结果

图 8 载荷识别结果对比

Fig. 8　Comparison of Load identification results

从表 3 可以看出：三种基于神经网络的载荷识

别方法的识别效果明显优于 TSVD 方法，整体相

对误差均在 5% 以下，相关系数均接近 1，识别载荷

与真实载荷波形基本吻合，激励与响应之间的线

性关系良好，具有较高的识别精度；而 TSVD 方法

的识别整体相对误差均超过 100%，识别载荷波形

的幅值和相位与真实载荷波形的幅值和相位对比

均出现了较大的偏移，激励与响应的线性关系不

再成立，从而干扰了识别结果，识别精度差。

通过上述识别结果可以得出结论：在三种不

同激励频率下，基于神经网络的载荷识别方法能

够对结构固有频率激励下动载荷进行高精度的识

别，且识别精度明显高于 TSVD 方法。

然而在实际工程应用中，信号中会夹杂其他

的干扰噪声信号，下面将对基于 DCNN 的载荷识

别 方 法 、基 于 LSTM 的 载 荷 识 别 方 法 和 基 于

LSTM-CNN 的载荷方法的抗噪性进行研究。在

响应数据中分别添加 20%、50% 和 80% 的高斯白

噪声，载荷识别结果如图 9~图 11 所示，载荷识别

误差如表 4~表 6 所示，可以看出：三种基于神经网

络载荷识别方法在一定水平的噪声情况下，仍然

能够有效识别结构固有频率激励下动载荷，但是

DCNN 方法的识别精度受噪声影响较大，识别波

形在 50% 和 80% 的噪声水平下均出现了较大的

偏差；LSTM 与 LSTM-CNN 方法依靠长短期记忆

表 3　载荷识别误差

Table 3　Load identification error

激振频率/
Hz

 6. 4

35. 8

48. 5

整体相对误差/%

LSTM-CNN

0. 52

1. 22

1. 03

DCNN

1. 24

2. 89

2. 13

LSTM

3. 85

3. 29

3. 88

TSVD

264. 81

132. 48

125. 30

相关系数

LSTM-CNN

0. 999 9

0. 999 8

0. 999 9

DCNN

0. 999 9

0. 999 1

0. 999 8

LSTM

0. 999 8

0. 998 2

0. 999 4

TSVD

0. 119 8

0. 207 9

0. 112 8
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网络对时序数据的长时记忆功能和门控机制，可

以更好地对时间序列数据建模，为网络训练保留

更多的数据特征，从而保证较高的识别精度；而

LSTM-CNN 方法融合了长短期记忆网络对时序

数据的建模能力和卷积网络的特征提取优势，保

留关键时序特征、剔除冗余信息，载荷识别误差均

小于 DCNN、LSTM 方法，波形拟合效果良好，方

法抗噪性强。

（a） 6. 4 Hz载荷识别结果

（a） 6. 4 Hz载荷识别结果

（b） 35. 8 Hz载荷识别结果

（c） 48. 5 Hz载荷识别结果

图 10 50% 噪声水平载荷识别结果

Fig. 10　50% noise level load identification results

（a） 6. 4 Hz载荷识别结果

（b） 35. 8 Hz载荷识别结果

（c） 48. 5 Hz载荷识别结果

图 9 20% 噪声水平载荷识别结果

Fig. 9　20% noise level load identification results
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（b） 35. 8 Hz载荷识别结果

（c） 48. 5 Hz载荷识别结果

图 11 80% 噪声水平载荷识别结果

Fig. 11　80% noise level load identification results

通过对以上结果分析可以得出，在夹杂噪声

信号的工况下，DCNN 方法和 LSTM 方法的整体

相对误差较高，相关系数呈明显下降趋势，识别载

荷波形出现明显偏差，而 LSTM-CNN 方法通过其

LSTM 层的长时记忆功能和 CNN 层的特征提取、

特征扩充特点，对数据进行时序特征提取和特征

融合，剔除冗余信息，对夹杂噪声信号的时域动载

荷 有 更 好 的 识 别 效 果 ，整 体 相 对 误 差 均 小 于

DCNN 方法和 LSTM 方法，识别载荷波形与真实

载荷拟合效果更好，在噪声情况下识别效果更稳

定，激励与响应间的线性关系良好，具有良好的识

别精度和抗噪性。

5　结  论

1） 当外载荷频率达到或接近结构固有频率

时，基于求解结构传递函数，以传递函数矩阵求逆

为基础的 TSVD 载荷识别方法识别精度很低，已

经不再适用于此工况的载荷识别，而三种基于神

经网络的载荷识别方法可以对结构固有频率激励

下正弦载荷进行有效识别，具有良好的识别效果

和精度。

2） 相比于 DCNN 方法和 LSTM 方法，基于

LSTM-CNN 的载荷识别方法具有特征提取、特征

扩充和对时序数据长时记忆的融合结构优势，可

以在噪声情况下保证稳定的识别效果，具有良好

的抗噪性和识别精度。
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